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Zastosowanie sztucznych sieci neuronowych w identy kacji uszkodze« tatmy przenoznikowej

1. Cel i zakres projektu

Celem pracy dyplomowej magisterskiej jest stworzenie kompletnego systemu pozwalaji-
cego na identy kacjl uszkodze« tatmy przenoxnikowej z wykorzystaniem mechanizméw
sztucznej inteligencji. W obrib niniejszej pracy wchodzi:

" opracowanie za2o»e« projektowych,

przygotowanie danych do zastosowania sieci neuronowej.
zaprezentowanie typu i struktury wybranej sieci neuronowej,
implementacja sieci neuronowej w wybranym jizyku programowania,
opracowanie scenariuszy bada« i dobér odpowiednich parametrow sieci,

przeprowadzenie testow poprawnozci zaimplementowanych rozwijzax,

" opracowanie wnioskow.

Aspektem in»ynierskim niniejszej pracy dyplomowej magisterskiej jest implementa-
cja sztucznej sieci neuronowej w wybranym trodowisku programistycznym, zat w ra-
mach aspektu badawczego przeprowadzona zostania analiza wp?ywu parametréw za-
projektowanej sieci neuronowej na skutecznoz¢ jej dzia®ania.

1.1. Konwencja oznacze« zastosowanych w pracy

Poni»ej przedstawione zosta®y oznaczenia u»ywane w pracy.

W - macierz wag sieci neuronowej
MSE - b3d tredniokwadratowy
MAE - fredni b2d bezwzglidny

r - gradient
J(W) - funkcja straty

mno»enie skalarne

dzielenie skalarne

i -norma
X_train - zestaw uczjcy
y_train - target; oczekiwana odpowied?! sieci
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Zastosowanie sztucznych sieci neuronowych w identy kacji uszkodze« tatmy przenoznikowej

2. Wprowadzenie do sieci neuronowych

Sieci neuronowe znalaz®y swoje zastosowanie w informatyce dziki rozwijzaniu zapropo-
nowanemu przez neuro zjologa Warrena McCullocha oraz matematyka Waltera Pittsa
w artykule "A Logical Calculus of Ideas Immanent in Nervous Activity"w 1943 roku

[1, 2]. W tym artykule badacze przedstawili uproszczony model matematyczny dzia®a-
nia neuronow w trakcie przeprowadzania skomplikowanych oblicze« wykorzystujjcych
rachunek zda« oraz zaproponowali architektur] pierwszej sztucznej sieci neuronowej
(model neuronu McCullocha-Pittsa). Podj»ajjc za idej dzia?ania neuronéw w ludzkim
mdbzgu powsta®o wiele modeli neurondéw oraz wiele metod ich uczenia.

2.1. Modele neuronéw

Poni»ej przedstawiono kilka najcz|tciej spotykanych modeli neuronéw. Modele te, bar-
dziej bjd! mniej, odzwierciedlajj wasnozci rzeczywistej komadrki nerwowej. Ka»de z za-
prezentowanych podej+¢ do modelowania sieci neuronowej wymaga przyjicia odpowied-
niego sposobu uczenia si; sieci, wxrod ktorych wyro»nia sij uczenie z nauczycielem
(nazywane te» uczeniem pod nadzorem) oraz uczenie bez nauczyciela. Metoda uczenia
Z nauczycielem wymaga znajomozxci zaréwno sygna®ow wejtciowych, jak i po»jdanych
odpowiedzi na dane wejtcie, a sam dob6r wag jest prowadzony w taki sposob, by aktu-
alny sygna? wyjxciowy neuronu na zadane pobudzenie by?2 jak najbli»szy oczekiwanemu.
Jezli nie jest mox»liwe zapewnienie znajomozci po»jdanych odpowiedzi na zadane wej-
tcie, pozostaje wybor strategii uczenia sieci bez nadzoru, gdzie dob6r wag odbywa si;
na innej zasadzie ni» w uczeniu z nauczycielem, wykorzystujjc konkurencj; mijdzy neu-
ronami (model typu Winner Takes All lub Winner Takes Most) lub korelacj} sygna2éw
uczijcych (model neuronu Hebba).

Model neuronu McCullocha-Pittsa

Model neuronu McCullocha-Pittsa to jeden z pierwszych modeli, sformu2owany ju»
w 1943 roku. Model ten przyjmuje neuron jako jednostk] binarnj, ktéra mo»e produ-
kowa¢ jedynie sygna?® zero-jedynkowy. Rysunek 2.1 obrazuje ogolny schemat takiego
podejtcia.

Rysunek 2.1. Model neuronu McCullocha-Pittsa

Sygna? wyjtciowy generowany przez tego typu neuron mo»na opisa¢ matematyczn;
zale»no=cij: 0 1

X
yi=f@ Wij Xj + WA (1)
j=1
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Zastosowanie sztucznych sieci neuronowych w identy kacji uszkodze« tatmy przenoznikowej

Sygna? wyjtciowy przedstawiony na rownaniu (1) jest warto+cij skokowej funkcji
aktywacji, ktérej wzor opisuje rownanie (2), dla argumentu bjdjcego sygna?em suma-
cyjnym.

1, u>0

(W= & oo @)

Uczenie tego typu neuronu nale»y do dzia®u uczenia z nauczycielem, a najprostsz;j
metodj uczenia w tym przypadku jest tzw.regu?a perceptonuzgodnie z ktorj naj-
pierw ustala si} arbitralnie posta¢ macierzy wag (najcz,tciej tworzj jj liczby z rozk®a-
du jednostajnego), nast,pnie sieci pokazuje si; wektor uczjcy i oblicza warto+¢ sygna2u
wyjtciowego produkowanego przez nij. W kolejnym etapie wartox¢ aktualnego sygna2u
wyjtciowego porownuje si; z oczekiwanj warto+cij wyjtcia, a na podstawie tej ro»ni-
cy odpowiednio aktualizuje si; wagi. W nastjpnym kroku prezentuje sij nowy wektor
uczicy, ponawiajjc cady proces wielokrotnie na wszystkich prébkach do momentu, a»
uzyska si; minimalizacj, odpowiednio zde niowanej funkcji celu. Najcz|tciej stosowani
funkcjj celu jest b3jd tredniokwadratowy MSE de niowany jako:

=y g ®
k=1

gdziep oznacza liczb} wzorcéw uczicychyi(k) aktualne wyjxcie sieci n&k te pobudzenie,
zaidi(k) - oczekiwanj odpowied! nak te pobudzenie. Przy tak zde niowanej funkcji
aktywacji, stosunkowo szybko roznie liczba cykli uczjcych oraz tym samym czas uczenia,
nie dajjc jednoczexnie gwarancji na uzyskanie minimum funkcji celu. Wady te mo»na
wyeliminowa¢ dzijki zamianie funkcji aktywacji na funkcj; cijg?j (wéwczas funkcja celu
réwnie» staje si} cijg?a), co umo»liwi wykorzystanie informacji o wartotci gradientu
W procesie uczenia sieci. [3]

Model neuronu sigmoidalnego

Opisywane w poprzednim podrozdziale problemy dotyczjce niecijg2o+ci funkcji aktywa-
cji (a tym samym funkciji celu), rozwijzuje model neuronu sigmoidalnego. Jego struktura
jest podobna do struktury neuronu McCullocha-Pittsa (rysunek 2.2), z jedynj ro»nicj
polegajijci na zastosowaniu funkcji sigmoidalnej unipolarnej (wzér (4)) lub bipolarnej
(wzor (5)).

JOEE— @
f(u)= tgh(u) ©)

Rysunek 2.2. Model neuronu sigmoidalnego
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Zastosowanie sztucznych sieci neuronowych w identy kacji uszkodze« tatmy przenoznikowej

Na rysunku 2.3 przedstawione zosta?y przebiegi funkcji sigmoidalnych opisywanych
rownaniami (4) oraz (5) w zale»nozci od wybranej wartoxci parametru Mo»na za-
uwa»y¢, »e przy wartoxci ! 1 funkcja sigmoidalna staje si; funkcjj skokowj wyko-
rzystywanj w modelu neuronu typu McCullocha-Pittsa. Warto+¢ tego wspé2czynnika
najcz,tciej przyjmuje si} jako = 1.

(a) unipolarnej (b) bipolarnej
Rysunek 2.3. Przebieg funkcji sigmoidalnej

Wax»nj cechj funkcji sigmoidalnych przydatnj w procesie uczenia wielowarstwowych
sieci neuronowych jest jej ré»niczkowalnox¢. Pochodne obu tych funkcji mo»na opisa¢
poni»szymi wzorami ((6) dla unipolarnej oraz (7) dla bipolarnej):

fuy= f (@ f(u) (6)

f(u= 1 f?u) (7)

Wykresem pochodnej funkcji sigmoidalnej jest krzywa dzwonowa z maksimum w punk-
cieu = 0. Rysunek 2.4 przedstawia przebieg pochodnej funkcji sigmoidalnej w zale»nozci
od parametru

(a) unipolarnej (b) bipolarnej

Rysunek 2.4. Przebieg pochodnej funkcji sigmoidalnej
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Zastosowanie sztucznych sieci neuronowych w identy kacji uszkodze« tatmy przenoznikowej

Dla lepszego zobrazowania wygljdu krzywej dzwonowej, na rysunku 2.5 przedsta-
wiono wykres przebiegu pochodnej podzielony przez parametr

(a) unipolarnej (b) bipolarnej
Rysunek 2.5. Przebieg pochodnej funkcji sigmoidalnej podzielony przez

Proces uczenia neuronu sigmoidalnego najcz|tciej przebiega w trybie z nauczycielem,
minimalizujjc wartox¢ funkcji celu okrexlanej jako

E
2

i &) (8)
i=1
gdziek jest liczbj par uczjcych pokazywanych w trakcie jednego pokazu.

Z uwagi na fakt, »e u»yta w tym neuronie funkcja aktywaciji jest funkcjj cijg?i,
moxliwe jest zastosowanie w uczeniu metody gradientowej. Najcz}tciej jako t; metod]
przyjmuje sil metod! najwilkszego spadku, zgodnie z ktori aktualizacja wartotci wag
przebiega w kierunku ujemnego gradientu funkcji celu. W takim przypadku wartox¢
wagiw;; Wk tym kroku uczenia mo»e by¢ opisana wzorem

wij (k+1) = wi (k) i ®)

gdzie jest wspéaczynnikiem uczenia sieci, przyjmowanym zwykle z zakresu (0,1),
a =(y d)tw

Warto+¢ dobieranego arbitralnie wspé2czynnika ma znaczjcy wp?yw na skutecz-
nox¢ uczenia. Wspbé2czynnik tem mo»e mie¢ sta?j warto£¢ w ca?ym procesie uczenia,
bjd! zmienianj w trakcie uczenia. Najskuteczniejszj wartot¢ tego wspo2czynnika mox»-
na osijgnj¢, dobierajjc go w ka»dym kroku uczenia sieci w procesie minimalizacji kie-
runkowej, czyli minimalizacji funkcji jednej zmiennej w kierunku najwilkszego spadku
wartozxci funkcji celu, proces ten jednak jest dox¢ praco- i czasochonny.

Warto w tym miejscu réwnie» zauwa»y€¢, »e przyjita w procesie uczenia neuronu
sigmoidalnego metoda gradientowa nie gwarantuje osijgnijcia minimum globalnego.
W przypadku, gdy poszukiwane jest minimum funkcji wielomodalnej, znalezione mi-
nimum mo»e by¢ jedynie minimum lokalnym, odleg2ym od minimum globalnego. Aby
pominj¢ ograniczenie zwijzane z przycijganiem do okrexlonego minimum lokalnego
nale»y zastosowa¢ bardziej skomplikowanj procedur] aktualizacji wag ni» prosty algo-
rytm najwilkszego spadku. Jednym ze sposobow jest uwzglidnienie w procesie aktu-
alizacji wag réwnie» aktualnego trendu zmian wag. Przedstawiony rownaniem (9) wzor

Aleksandra Rzeszowska - praca dyplomowa magisterska - ARK { W04 Politechnika Wroc2awska 2021 7/61



Zastosowanie sztucznych sieci neuronowych w identy kacji uszkodze« tatmy przenoznikowej

z uwzglidnieniem momentu rozp,;dowego przedstawia si; nast;pujjco
wij (K +1) = wi; (k) iXj + Wi (K) (10)

gdzie jest wspéaczynnikiem momentu, przyjmowanym zwykle z zakresu (0,1). Im wy»-
sza wartox¢ wspo2czynnika momentu tym sk2adnik wynikajjcy z momentu ma wijkszy
wpdyw na wartox¢ wagi po aktualizacji. [3]

Model neuronu radialnego

Kolejnym ze stosowanych rozwijza« jest neuron z radialnj funkcjj aktywacji, zwykle
typu gaussowskiego
(u_o?

(uy=ez (11)
gdziec jest wybranym centrum, a parametr okrexla szerokox¢ tej funkcji. Na rysun-
ku 2.6 przedstawiono przebieg funkcji gaussowskiej dla kilku wartoxci parametru
Centrum wyznaczono w wartoxct = 1.

Rysunek 2.6. Przebieg funkcji gaussowskiej w zale»no+ci od parametru

Wartox¢ sygna2u wyj+ciowegp neuronu radialnego mo»na wyrazi¢ wzorem

ix cii?
2

y(x) = e (12)
gdzie x jest N-wymiarowym wektorem wejtciowym, & wektorem centréw. Mimo po-
zornego podobie«stwa neuronu radialnego do neuronu sigmoidalnego, ich szczeg6®owe
realizacje ro»nij si; mijdzy sobj. W neuronie radialnym warto+¢ sygna®u nie jest ob-
liczana z liniowej zale»no=ci (jak w neuronie sigmoidalnym), lecz z zale»nozci nieliniowej
- normy euklidesowej wektora.

Proces uczenia neuronu radialnego, czyli dob6r odpowiednich centréw oraz para-
metru  mo»e by¢ przeprowadzone podobnie jak w przypadku neuronu sigmoidalnego,
z wykorzystaniem gradientowej metody optymalizacji. Wspé2czynnik jest zwyczajowo
dobierany w taki sposéb, by warto+ci funkcji radialnych sjsiadujjcych ze sobj wektorow
czjxciowo nachodzi®y na siebie dla zapewnienia g2adkiego odwzorowania. [3]
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Zastosowanie sztucznych sieci neuronowych w identy kacji uszkodze« tatmy przenoznikowej

Model neuronu WTA

Neurony typu WTA (Winner Takes All) otrzymujj na wejtcie sum; sygna?ow wej-
t+ciowych przemno»onych przez odpowiednie wagi. Neurony wsp62zawodniczijce ze sobj
otrzymujj na swoje wejtcie t} samj wartot¢ sygna®ow. W zale»nozci od tego, jakie
sj aktualne wartotci wag, sygna®y sumacyjne poszczeg6lnych neuronéw mogij ré»ni¢
si} mijdzy sobj. Warto+¢ sygna®u sumacyjnego neurondéw konkurujjcych jest porow-
nywana, a zwycil»a ten z neuronow, ktéry wygenerowa? najwy»szy sygna? - zwycijzca
przyjmuje na swoim wyjtciu warto+¢ 1, zat+ przegrane neurony warto+¢ 0. Na rysunku
2.7 przedstawiony zosta® model neuronéw typu WTA.

Rysunek 2.7. Schemat neuronéw typu WTA

Proces uczenia neurondéw typu WTA jest przyk®dem uczenia bez nauczyciela. Na
poczjtku procesu przyjmuje si; losowe wartoxci wag dla poszczegolnych neuronéw, a na-
stipnie, po wy2onieniu pierwszego zwycilzcy, aktualizuje si} jego warto+ci wag. Wartozci
wag przegranych neurondéw nie podlegajj aktualizacji. Ze wzglidu na fakt, »e warto-
+Ci wyjtciowe tego typu neurondw sj wartotciami binarnymi, proces aktualizacji wag
opisywany jest wzorem

wij (K+1) = wiy (K)+ (x wi (K)) (13)

Gdy na wejtcie podawane b;dj wektory o wartotciach zbli»onych do siebie, zwy-
cij»a¢ bjdzie cijgle ten sam neuron, a pozosta®e nie otrzymajj szansy na aktualizacj;
swoich wag. Neuron, ktéremu nie uda sij zwyci}»y¢ nigdy nazywany jest neuronem
martwym, a jego wartoxci wag si ustalone na takim samym poziomie, na jakim zosta-
ay zainicjalizowane. Istnienie martwych neuronéw jest istotnym problemem w uczeniu
WTA, poniewa» ka»dy martwy neuron zmniejsza liczb; efektywnie uczjcych si; neuro-
néw, a przez to globalny b2jd odwzorowania danych rotnie. Aby pominj¢ ten problem
wprowadza si; sij mody kacj do sposobu uczenia sieci. Mody kacja ta wprowadza kar,
dla tych neuronéw, ktére zwycij»ajj najcz|tciej, pauzujic je. Sama postat¢ kary mo»e
by¢ wprowadzona w dwojaki sposoéb - dzilki wprowadzeniu maksymalnego progu zwy-
cijstw, powy»ej ktérego wymusza si} pauz} lub poprzez zmniejszanie realnej wartoci
sygna?uu pod wpdywem rosnijcej liczby zwyciistw danego neuronu. [3]

2.2. Dostrajanie hiperparametrow sieci

Elastyczno+¢ sieci neuronowej z du»j iloxcij parametrow do optymalizacji jest jednj z jej
najwijkszych wad - wiele parametrow bowiem nale»y dostroi¢, by uzyska¢ optymalny
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Zastosowanie sztucznych sieci neuronowych w identy kacji uszkodze« tatmy przenoznikowej

wynik. W procesie dostrajania hiperparametrow moxliwe jest obranie jednej z wielu
dostjpnych drég. Mo»na bowiem sprawdzi¢ wszystkie mo»liwe kombinacje hiperpara-
metréw i wybra¢ najlepszy mo»liwy zestaw, to rozwijzanie wymaga jednak du»ych
nak®adow czasowych. Kolejna opcja strojenie parametrow moéwi, »e parametry nale»y
stroi¢ po kolei, startujjc od pewnego wyjtciowego zastawu parametrow i w ka»dym
kroku optymalizacji zmienia¢ tylko jeden parametr, wybiera¢ najlepszj opcj, u»ywa-
nj w optymalizacji kolejnych hiperparametrow. Takie rozwijzanie stanowi kompromis
pomijdzy czasem optymalizacji a jako+cij rozwijzania. Poni»ej przedstawiono kilka naj-
bardziej istotnych hiperparametrow mo»liwych do zoptymalizowania.

Liczba warstw ukrytych

W trakcie optymalizacji tego hiperparametru warto rozpoczj¢ dzia®anie od pojedynczej
warstwy ukrytej, gdy» czasem ma?o skomplikowana struktura mo»e generowa¢ dobre
rezultaty pod warunkiem, »e ma odpowiednij ilox¢ neuronéw w warstwie. W przypadku
bardziej skomplikowanych problemow warto zastosowa¢ wijkszj ilox¢ warstw ukrytych,
stosujjc tak zwane sieci g2jbokie, jednak w przypadku wijkszozci probleméw wystarczy
zaprojektowanie paytkiej sieci w celu osijgnijcia wystarczajjco dobrej zbie»nozci. [1, 3]

Liczba neurondéw w kolejnych warstwach ukrytych

llo£¢ neuronéw w warstwie wejtciowej determinuje rozmiar cijgu uczicego, zaz ilox¢ neu-
rondw w warstwie wyjtciowej - typ danych wyj+ciowych wymaganych w danym zadaniu.
Problematycznie pozostaje odpowiednie dobranie ilotci neuronéw w warstwach ukry-
tych. Jest wiele ré»nych zale»nozci okrexlajjcych ilox¢ neurondéw w kolejnych warstwach,
warto jednak wspomnie¢, »e cho¢ parametr ten mo»e by¢ optymalizowany podobnie jak
wspéaczynnik uczenia, najcz}tciej stosowan;j technikj jest wyb6r modelu zawierajjcego
znacznie wijcej neuronéw i warstw ni» wymagane jest w danym zadaniu, a nastjpnie
zastosowa¢ jeden z mechanizmow regularyzacii.

Wspo2czynnik uczenia

Wspdaczynnik uczenia cz|sto nazywany jest najwax»niejszym hiperparametrem. Jednym
ze sposobow na uzyskanie optymalnej wartoxci wspé2czynnika uczenia jest przeprowa-
dzenie badania, w ktérym na poczjtku uczenia wspéaczynnik ten przyjmuje bardzo
madj warto+¢ (np. 10°), na przestrzeni epok jest sukcesywnie wzmacniany do du»ej
wartoxci (np. 10). W wyniku takiego badania powstaje wykres zale»nozxci funkcji stra-
ty od wspo?czynnika uczenia (skala osi odciltych okretlajjca wartot¢ wspé@czynnika
uczenia). Najmniejsza wartox¢ uzyskanej funkcji straty osijgnie minimum dla wartoxci
optymalnego wspéaczynnika uczenia. [1, 3]

Optymalizator

Istotnym w procesie strojenia hiperparametrow jest dobér odpowiedniego optymaliza-
tora. Podstawowa metoda gradientu prostego nie jest wystarczajjco szybka, dlatego
zachodzi koniecznox¢ wybrania jednego z szybszych optymalizatorow, by zminimalizo-
wa¢ czas potrzebny na uczenie sieci neuronowej. W podrozdziale 2.3. opisane zosta?y
najczjtciej stosowane optymalizatory szybkie.
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Zastosowanie sztucznych sieci neuronowych w identy kacji uszkodze« tatmy przenoznikowej

Funkcja aktywaciji

Ka»dy z neuronéw wielowarstwowego perceptronu produkuje sygna? wyjtciowy na pod-
stawie wartoxci funkcji aktywacji sygna®u bjdjcego sumj wejtC¢ przemno»onj przez
wag|. Na rysunku 2.8 przedstawiono kilka najcz|tciej stosownych funkcji aktywaciji.

(a) sigmoidalna (b) tangens hiperboliczny (c) liniowa

(d) ReLU (e) ELU (f) SeLU

Rysunek 2.8. Popularne funkcje aktywacji

Liczba iteracji

W przypadku zastosowania regularyzacji przez wczesne zatrzymanie, wartox¢ tego hi-
perparametru wazciwie pozostaje bez znaczenia - dobrze ustawi¢ jego warto£¢ na dox¢
du»j liczb|, a algorytm i tak zako«czy proces uczenia w przypadku, gdy warto+¢ b?|-

du na zbiorze walidacyjnym zacznie rosnj¢. Hiperparametr ten ma jednak olbrzymie
znaczenie w przypadku niezastosowania regularyzacji poprzez wczesne zatrzymanie, jed-
nak w takim przypadku bardzo 2atwo sprawi¢, by sie¢ uleg®a przeuczeniu, a generowane
przez nij wyniki bjdj zbyt dopadowane do zbioru uczjcego.

2.3. Optymalizatory

Uczenie du»ych sieci neuronowych mo»e by¢ czasoch?onnym procesem. W zwijzku z tym
faktem opracowane zosta?y algorytmy optymalizujjce, ktére przyspieszajj proces ucze-
nia. Ré»nica pomildzy dostjpnymi optymalizatorami polega na ré»nicy w sposobie
aktualizacji wag w ka»dej epoce. Poni»ej oméwione zosta?y kilka najcz|tciej stosowane
optymalizatory.
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Zastosowanie sztucznych sieci neuronowych w identy kacji uszkodze« tatmy przenoznikowej

Optymalizacja momentum

Koncepcja optymalizacji z dodaniem momentu zosta?a zaproponowana ju» w 1964 roku
[4]. Klasyczny algorytm prostego gradientu aktualizuje wagi sieci zgodnie ze wzorem
(14).

W=W r wd(W) (14)

gdzie W - macierz wag, - wspé®czynnik uczenia siecit wJ(W) - gradient funk-

cji kosztu J od wagW. Klasyczna metoda gradientu prostego nie bierze pod uwag;
wczezxniejszych momentow, a gdy lokalny gradient przyjmuje niewielkj wartot¢, proces
uczenia przebiega powoli. Optymalizacjaomentum uwzglidnia rownie» wczetniejsze
gradienty - w ka»dym przebiegu otrzymywany lokalny gradient jest odejmowany od wek-
tora momentu m (przemno»onego przez odpowiedni wspo2czynnik), a nast;pnie wagi
uaktualniane poprzez dodanie powsta?ego wektora momentu zgodnie z wzorem (15). [1]

( m= m rwJ(W)

W=W+m (15)

Najwijkszij wadj optymalizacji z dodaniem momentu jest fakt, »e dodaje ona kolejny
hiperparametr , ktéry w procesie uczenia sieci nale»y dostroi¢.

AdaGrad

Model gradientu prostego dzia®a w taki sposéb, »e dla funkcji o kszta?cie wyd2u»onego
dzwonu schodzi po najwikszej pochy2oxci, nie zawsze jednak pokrywa si; to z kie-
runkiem, w ktérym po2o»one jest optimum lokalne. AlgorytmAdaGrad odpowiednio
wczexnie potra zmieni¢ kierunek spadku i skorygowa¢ przebieg do kierunku optimum.
Dokonuje tego dzijki stopniowemu zmniejszaniu wektora gradientow wzd2u» kierunkow,
ktore sj najbardziej strome (réwnanie (16)).

(
s=s+r wJW) r wd(W)
W=W r wJ(W) E)ST (16)
gdzies - zgromadzony kwadrat gradientc')w,ID s " - cz%n wyg?adzajjcy.

Algorytm AdaGrad w stosunku do klasycznego algorytmu gradientu prostego wpro-
wadza tak zwany adaptacyjny wspé2czynnik uczenia, ktory wspomaga nakierowanie
aktualizacji w kierunku optimum globalnego, a jego dodatkow; zalet; jest fakt, »e wy-
maga mniej strojenia ni» klasyczny hiperparametr. [1, 5]

RMSProp

Pojawiajjcy si; przy algorytmie AdaGrad problem zbyt szybkiego zwalniania z ko«cze-
nia dzia®ania przed osijgniiciem optimum globalnego, rozwijzywany jest w algorytmie
RMSProp, ktéry gromadzi jedynie gradienty kilku ostatnich przebiegéw (a nie wszyst-
kich od poczjtku nauki). RMSProp dokonuje aktualizacji macierzy wag zgodnie ze
wzorem (17).
S= S +(1 )r WJ(WF) r WJ(W)
W=W r wJ(W) s+ "
Mimo, »e pojawia si; tutaj kolejny hiperparamer okrezlany jako wspé2czynnik
rozk?®adu, jego domyzlnie przyjmowana warto+¢= 0:9 cz|sto okazaywa?®a si; wystar-
czajjca, w zwijzku z czym nie by?o koniecznozci dostrajania tego parametru. [1]

(17)
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Zastosowanie sztucznych sieci neuronowych w identy kacji uszkodze« tatmy przenoznikowej

Adam

Algorytm Adam bywa rownie» cz}sto nazywany szacowaniem adaptacyjnego momentu.
Jego dzia?anie 2jczy w sobie dzia®anie optymalizatoraomentum z ktérego wykorzy-
stuje xledzenie wyk2adniczego rozk®adu tredniej wczezxniej otrzymywanych gradientéw
oraz RMSProp, za ktorym zxledzi wyk®adniczy rozk®ad +redniej wczetniej otrzymywa-
nych kwadratow gradientow (wzor (18)).

m= m (1 )rwI(W)
% s= 28+(1  JrwI(W) r wI(W)

M=t (18)
. ; P

Pierwsze dwa rOwnania oraz ostatnie przedstawionego powy»ej uk®adu wynikajj
z zastosowania optymalizacjmomentum oraz RMSProp, zat trzecie i czwarte stanowi
jedynie szczeg6? techniczny - wektorgn oraz s sj inicjalizowane wartozcij 0, dlatego
na poczjtku treningu b}dj obcij»one w kierunku wartotci O - wyznaczane wartoxan *
oraz $'s®u»j wzmocnieniu parametrown oraz s na poczijtku treningu.

Optymalizator ten ma dwie dodatkowe odmiany AdaMax, ktére wprowadzajj mo-
dy kacje do sposobu wyliczania wartotamn lub s oraz skalowanie aktualizacji gradien-
tow. [1]

Poréwnanie optymalizatoréw

W ksij»ce [1] porOwnane zosta?y przedstawione powy»ej optymalizatory ze wzglidu
na szybko+¢ uzyskiwania zbie»nozci oraz stopie« uzyskanej zbie»nozxci. Poréwnanie to
zebrane zosta®o w tabeli 2.1, w ktérej symbolem -1 oznaczono z2y wynik, 0 - optymalny,

a +1 dobry.

Tabela 2.1. Porownanie optymalizatoréw

szybko+¢ uzyskiwania stopie« uzyskanej

klasa
zbie»no=ci zbie»no=ci
SGD -1 +1
SGD + momentum 0 +1
AdaGrad +1 -1
RMSProp +1 0 lub +1
Adam +1 0 lub +1
Nadam +1 0 lub +1
AdaMax +1 0 lub +1

2.4. Regularyzacja

Im wijkszy rozmiar struktury sieci, a tym samym ilotci parametrow, sztuczna sie¢
neuronowa posiada wijkszj swobodj, ktora przek®ada si} na jej predyspozycje do prze-
trenowania sij. Aby zapobiec takim sytuacjom, »e sie¢ bjdzie odpowiada¢ prawid®owo
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jedynie dla danych, ktére widzia®a w procesie treningu, wprowadza si} ré»ne techniki
regularyzacji [1]. Poni»ej przedstawione zosta®y niektére z najpopularniejszych regual-
ryzatorow.

Regularyzacja przez wczesne zatrzymanie

Jednj z metod regularyzacji osijgajicej dobre wyniki jest technika regularyzacji po-
przez wczesne zatrzymanie. ldea jej dzia®ania opiera si; 0 podzia® danych nie na dwa,
a trzy zbiory: poza zbiorem uczjcym i testujjcym wyznacza si} rownie» zbior wali-
dacyjny. Kolejno, w ka»dej epoce uczenia sieci wyznacza si; warto+¢ funkcji celu na
zbiorze uczjcym, by zaktualizowa¢ wagi sieci oraz dodatkowo, kontrolnie, na zbiorze
walidacyjnym, ktérego prébki nie by?y wykorzystane do uczenia.

Gdy wartox¢ funkcji celu na zbiorze walidujjcym zaczyna rosni¢, »eby uniknj¢ nad-
miernego dopasowania odpowiedzi sieci do danych ze zbioru uczjcego, a tym samym
utraty zdolnozxci generalizacyjnych, proces uczenia si; sieci jest przerywany. [1, 3, 6]

Rysunek 2.9 przedstawia przyk®adowy przebieg b?jdu na zbiorze walidujjcym, tre-
ningowym oraz uczijcym.

Rysunek 2.9. Przyk®ad przeuczenia sieci

W przedstawionej sytuacji wartox¢ funkcji celu na zbiorze walidacyjnym zacz|®a
rosnj¢, mimo, »e na zbiorze uczjcym cijgle mala?a. Uczenie powinno zosta¢ zatrzymane,
gdy b3jd walidacyjny by? jak najmniejszy. Cz;sto jednak zdarza si; tak, »e warto+¢
funkcji celu chwilowo zaczyna rosnj¢, by w kolejnej epoce znéw zmale¢. W takiej sytuacji
nie nale»y przerywa¢ uczenia ju» po jednej epoce, w ktorej b?jd walidacyjny wzros?
- stosowanym rozwijzaniem jest zde niowanie maksymalnej liczby epok, w ktorych
b2jd walidacyjny mo»e rosnj¢, zanim proces uczenia zostanie przerwany. Parametr ten
nazywany jest cierpliwozxcij.

Na rysunku 2.10 przestawiono przyk#adowo dzia?ajjcj sie¢ neuronow;j, klasy kujic;j
dane do jednej z dwoch klas (czarna linia okrexla granic; pomijdzy klasami. Sie¢ mo»e
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by¢ niedopasowana, zbalansowana lub nadmiernie dopasowana.

(a) niedopasowanie (b) balans (c) nadmierne dopasowanie

Rysunek 2.10. Dzia2anie sieci neuronowej w zadaniu regresji

Regularyzacja 11 »

Jednj z metod regularyzacji jest dodanie do wartoxci funkcji straty wartoxci funkgciji
kosztu zwijzanego ze zbyt du»j wartoxcij wag. Technika ta wymusza na modelu ogra-
niczenie z#o»onoxci - wagi przyjmujj tylko ma2e wartozxci, w zwijzku z czym ich rozk2ad
jest bardziej regularny. W praktyce wyrd»niane sj dwa warianty realizacji tego zagad-
nienia:

N

regularyzacja’ ; - funkcja kosztu dodawana jest proporcjonalnie do normy; wag,
czyli do wartoxci bezwzglldnej wsp62czynnikdéw wag,

regularyzacja’, - funkcja kosztu dodawana jest proporcjonalnie do normys wag,
czyli do kwadratu wartoxci wsp62czynnikow wag.

Funkcja straty zostaje zmody kowana poprzez dodanie dodatkowego sk#adnika zgod-
nie z wzorem (19).
E=Ei+ jjwj (19)
gdzie E - nowa posta¢ funkcji straty,E; - klasyczna funkcja straty, - wspé2czynnik
kary, jj jj - norma i lub "5, w - wektor wag.

Regularyzacja przez porzucenie

Ten typ regularyzacji jest szczegolnie czsto stosowany w g2 bokich sieciach neurono-
wych. Technika ta zosta®a zaproponowana w 2012 roku [7], a rozwinijta w 2014 roku
[8]. Wtedy te» udowodniona zosta®a jej skuteczno+¢ - dzijki u»yciu regularyzacji przez
porzucenie mo»liwe jest zwitkszenie dok?adnoz+ci o 1-2 punkty procentowe (warto zauwa-
»yC, »e niejednokrotnie pierwotny model posiada dok®adnox¢ oko?o 95%, wtedy wpro-
wadzenie regularyzacji typudropout sprawia, »e dok®adno+¢ wzrasta nawet do 97%,
tym samym wspé2czynnik b3ldu zmniejsza sil o 40% - wczexniejszy b?jd 5% zostaje
zastjpiony b2 dem 3%) [1].

Sam algorytm porzucania opiera si; o zasad], wedle ktérej w kolejnych przebiegach
uczenia si} sieci ka»dy neuron (znajdujjcy sij w warstwie wejtciowej lub ukrytej), oprocz
wagi, posiada réwnie» prawdopodobie«stwmp, ktdére okrexla szans] na pominijcie go
w trakcie danego przebiegu uczenia. Hiperparametrnazywany jest wspo2czynnikiem
porzucenia i zazwyczaj przyjmuje wartox¢ w granicagh 2 [10% 50%)]. Gdy proces
nauki zaka«cza si}, wszystkie neurony wracajj do stanu aktywnozci. [1, 6]

Warto réwnie» nadmieni¢, »e technika porzucania w procesie nauki neuronow spra-
wia, »e przestajj one by¢ zale»ne od swoich sjsiadow i starajj sij by¢ przydatne we
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waasnym zakresie. Dodatkowo, mo»liwox£¢ porzucenia neuronu sprawia, »e inne neurony
nie mogj polega¢ jedynie na kilku sygna®ach podawanych na ich wejtcie, lecz musz;
zwraca¢ uwag; na wszystkie swoje wejtcia. W konsekwencji neurony uczone z wykorzy-
staniem techniki porzucania stajj si} mniej wra»liwe na niewielkie zmiany na wejtciach,
dzilki czemu stworzona sie¢ bjdzie lepiej radzi¢ sobie z generalizacjj wynikow.

Ze wzglldu na fakt, »e w trakcie nauki cz}+¢ neurondw jest wy?jczana (dok®adrmi#o
neurondw), otrzymywany na wyj+ciu sygna? w trakcie nauki bjdzie pochodzi? z mniejszej
iloxci neurondw (op% mniej) ni» w trakcie procesu testowania (gdy = 50%, w trak-
cie uczenia w ka»dej epoce aktywnych jest 50% neurondw, a po zako«czeniu procesu
uczenia - 100%. Dwa razy wilksza liczba neuronéw generuje w przybli»eniu dwa razy
wilkszy sygna? ni» oczekiwany). Aby skompensowac t} ré»nic}, ka»dj wag] podjczenia
wejxciowego ka»dego neuronu pomno»y¢ przez prawdopodobie«stwo utrzymywania 1
po zako«czeniu procesu nauki. [1]

3. Bezinwazyjna diagnostyka tatm przenoznikowych

Przenozxniki tatmowe sj urzjdzeniami powszechnie stosowanymi na +wiecie od ponad
dwustu lat, a jednym z ich najczjstszych zastosowa« jest transport w kopalniach, gdzie
stanowij podstawow;j form, transportu, uprzednio wypierajjc powszechnie stosowa-
ny w kopalniach podziemnych transport szynowy. Przenozniki tatmowe znajduj; réw-
nie» swoje zastosowanie w wielu innych ga?ziach przemys?2u, gdzie wyst;puje potrzeba
transportowania du»ych mas materia?ow sypkich na du»e odleg®ozci (np. w portach,
elektrowniach, hutach). [9]

Transport tatmowy jest powszechnie stosowany, g2éwnie dzilki szeregowi zalet, z ja-
kimi si} wij»e - generuje niskie koszty jednostkowe transportu, nie powodujjc przy tym
zanieczyszcze«. Mimo tym niskim kosztom jednostkowym, koszt transportu tatmowego
stanowi jednj z g26éwnych réde? kosztow w kopalniach (w goérnictwie odkrywkowym
drugie z kolei r6d2o, po p@acach). [10]

3.1. Przenozxnik tatmowy

Przenoznik tatmowy jest trodkiem transportu o ograniczonym zasijgu, ktory pracuje
w ruchu cijg®ym, transportujjc nosiwo od bjbna zwrotnego do nap;dowego. W trakcie
pracy przenozxnika tatmowego, tatma przewija sij przez oba bjbny, zmieniajjc na nich
kierunek biegu. Pomijdzy bjbnami, na ca®ej d®ugoxci tatma podpierana jest przez ze-
stawy kri»nikow. Nad tatmj przenoznikowj, w okolicy bjbna zwrotnego znajduje si
kosz zasypowy, ktérego u2o»enie i kszta® gwarantuje poprawne u2o»enie wysypywanego
nosiwa na tatmie przenoxnikowej i zapobiega jego wysypywaniu si; poza obszar tatmy.
Urobek przemieszczany jest wzd2u» tatmy do bjbna zrzutowego (napjdowego), gdzie
zmienia si} kierunek biegu tatmy, a nosiwo zostaje zrzucone poza obszar przenoznika
tatmowego [11]. Rysunek 3.1 przedstawia schemat przenoznika tatmowego wykorzysty-
wanego w gornictwie.
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Rysunek 3.1. Schemat budowy przenoznika tatmowego

Najwa»niejszj i ulegajjcj najczistszym uszkodzeniom cz}tcij przenoxnika tatmowe-
go jest sama tatma przenoxnikowa. Szacuje si, »e jej koszt stanowi oko?o 60% kosztu
ca®ego przenoznika tatmowego [10]. Stawiane tatmom przenoxnikowym »jdania wyma-
gajj, by tatma by2a produktem wysokojakoxciowym, co z kolei przek®ada si} na jej koszt.
Tym bardziej tak istotna jest jej diagnostyka i szybkie wykrywanie potencjalnych uszko-
dze« jeszcze w momencie, gdy moxliwe jest ich usunijcie, bowiem potencjalna awaria
przenoznika tatmowego generuje koszt zwijzany nie tylko z jej naprawj, ale réwnie»
zwijzany z wymuszonym przestojem w transporcie nosiwa.

Sama tatma przenoznikowa sk2ada si} z rdzenia, ok®adek i obrze»a, ktére spe?niajj
ro»ne zadania. Rdze« ma za zadanie przenosi¢ obcij»enia - otoczony jest on ok?adka-
mi i obrze»ami, a czasem réwnie» wzmochniony dodatkowymi warstwami ochronnymi,
zwijkszajjcymi odpornox¢ tatmy na przebicie i przecijcie. Najwy»szj wytrzyma2ox¢
przy stosunkowo niewielkich wyd2u»eniach wzd@u»nych mo»na osijgnj¢ dziki zastoso-
waniu tatm z linkami stalowymi. W tego typu tatmach rdze« stanowij u2o»one rowno-
legle do osi taxmy linki stalowe zawulkanizowane w gumie [11]. Rysunek 3.2 przedstawia
przekrdj poprzeczny przyk®adowej tatmy z linkami stalowymi wraz z oznaczeniem naj-
warniejszych jej sk¥%adowych.

Rysunek 3.2. Przekrdj poprzeczny przez tatm| z linkami stalowymi

3.2. Metody bezinwazyjnej diagnostyki

Specy ka bada« nieniszczjcych NDT zak®ada, »e w trakcie kontroli badanego obiektu
(tutaj taxtmy przenoxnikowej) nie podlega od degradacji ani nie zostaje zmieniona jego
struktura czy w2azxciwozci. Wielu badaczy na twiecie opracowa?o wiele systeméw do dia-
gnostyki rdzenia taxtm przenoxnikowych. Niektére z dost;pnych metod przeznaczone sj
do diagnostyki stanu ok®adek, inne potra j wykry¢ uszkodzenie zatopionego w gumie
rdzenia stalowego. W dobie coraz bardziej powszechnego Przemys2u 4.0 mo»liwe jest
oczujnikowanie badanego obiektu, a nast|pnie zebranie danych i odpowiednie ich prze-
tworzenie. Poni»ej opisane zosta?y znane na twiecie metody bezinwazyjnej diagnostyki
tatm.
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Metoda wizyjna

Gaowni idea metody wizyjnej polega na sprawdzeniu nieuzbrojonym okiem lub z wyko-
rzystaniem optycznych przyrzjdéw czy na powierzchni badanego obiektu wyst|pujj nie-
doskona®ozci (piknijcia, podtopienia, itp.), a nastjpnie zmierzeniu charakterystycznych
wymiarow znalezionych miejsc niedoskona?ozci. Metody wizyjny stanowij podstawow;
metod; badawczj NDT, mimo, »e jest w stanie wykry¢ jedynie uszkodzenia ok2adek
tatm przenozxnikowych. Zaproponowany przez naukowcow sposob optycznej analizy na
podstawie obrazu z kamery opiera sij g20wnie o detekcj; krawjdzi, czyli na znalezieniu
obszaréw wyré»niajjcych sij na jednolitym tle. Analiza obrazu z kamery pozwala na
zautomatyzowanie dzia®a« i wy?jczenie koniecznozci obecnozxci obserwatora, a tym sa-
mym uniknijcie b8 dow zwijzanych z czynnikiem ludzkim. Metoda ta charakteryzuje si
jednak szeregiem wad, spoxrdd ktérych najwa»niejszj jest fakt, »e powierzchowna ocena
zewnitrznych ok2adek tatmy nie daje kompletnego obrazu diagnostycznego, poniewa»
nie uwzglldnia potencjalnych uszkodze« mogijcych pojawi¢ sii na rdzeniu tatmy. Nie-
kompletny obraz diagnostyczny znaczjco utrudnia podejmowanie decyzji 0 wymianie
bjd* naprawie danego fragmentu tatmy przenoxnikowej [12]. Wxrdd zalet tej metody
wp?ywajjcych na jej szerokie zastosowania wymienia si; fakt, »e metoda jest tania oraz
nie wymaga wielkich kwali kacji operatora.

Metody rentgenowskie

Metody rentgenowskie wykorzystujj promieniowanie X do oceny stanu tatm przeno-
tnikowych. Mimo najdok®adniejszej identy kacji stanu rdzenia metody te nie znalaz®y
szerokiego zastosowania, g@ownie ze wzglidu na obawy przed pos2ugiwaniem si; szko-
dliwym promieniowaniem X. W Polsce metoda ta po raz pierwszy pojawi®a si; dziki
pionierskim badaniom prof. Moniki Hardygory, a pierwsze urzjdzenia wykorzystujjce

t! metod| by2y du»e i ci}»kie. Opracowana przez prof. Hardygér, metoda mia2a jedynie
laboratoryjny charakter, ale uzyskane w jej procesie wyniki da?y najlepsze dotychczas
wyniki oceny stanu rdzenia, pozwalajjc na identy kacj;, nawet takich uszkodze« rdze-
nia, ktére nie posiada®y »adnych uszkodze« zewnitrznych. Zastosowanie tej metody
w przemyz+le na szerokj skal} rozpoczj2o sij w RPA w po2owie lat 80. XX wieku, po-
zwalajjc na identy kacj; stanu rdzenia tatmy przenoznikowej ju» na etapie produkcji,
by umoxliwi¢ wykrycie pionowych i poziomych odchyle« linek w rdzeniu. Dodatkowo,

z wykorzystaniem systemu mox»liwe by?0 monitorowanie stanu rdzenia tatmy przeno-
tnikowej u u»ytkownika - proponowane urzjdzenie generowa?o obraz wideo zapisywany
w pami;ci, dzijki czemu monitorowanie stanu taxmy dwukrotnie w cijgu roku pozwalao
oceni¢ post|p jej degradacji oraz w czas zapobiega¢ powa»nym awariom.[12]

Metody ultradwilkowe

Zasada dzia®ania metody ultrad*wi;kowej polega na wykorzystaniu ultrasonogra i. De-
tektor drga« generuje energi; akustycznj w nadajniku oraz przekazuje jj do tatmy za
pomocj gumowej warstwy przewodzjcej. Gumowo-stalowy rdze« tatmy przenozxniko-
wej rozprzestrzenia t} energi; i przekazuje do jednego bjd* kilku odbiornikow. Gdy
pojawia si} przeciicie wzd2u»ne, poziom odbieranej przez odbiornik energii akustycz-
nej znaczijco zmaleje (czasem nawet do zera), wykrywajjc w ten sposob uszkodzenie.
Warto zauwa»y¢, »e metod| t; mo»na zastosowa¢ zaréwno do wykrywania uszkodze«
tatm z linkami stalowymi, jak i tych, ktére posiadajj rdze« tekstylny [12]. Na rysun-
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Zastosowanie sztucznych sieci neuronowych w identy kacji uszkodze« tatmy przenoznikowej

ku 3.3 przedstawiono ide; dzia?ania metody ultrad*wijkowej w wykrywaniu uszkodze«
wzd3@u»nych tatmy.

(a) brak uszkodzenia (b) uszkodzenie

Rysunek 3.3. Metoda ultrad'wijkowa - dziaanie

Metody magnetyczne

Ze wzglidu na fakt, »e rdze« tatmy sk®ada si; z zatopionych w gumie linek stalowych, do
lokalizacji potencjalnych uszkodze« wykorzysta¢ mo»na réwnie» pole magnetyczne. Idea
dzia?ania tej metody opiera si; na wykrywaniu zmiany pola magnetycznego, generowa-
nego przez wczexniej namagnesowane linki stalowe, na ktérych wystipuje uszkodzenie
lub @jczenie taxmy. W ramach tej metody w badanym obiekcie wzbudza si} pole ma-
gnetyczne o dostatecznie du»ym strumieniu indukcji i poszukuje si; magnetycznych
pol rozproszenia (miejsc wycieku pola magnetycznego). Wizualizacja p6l rozproszenia
moxliwa jest z wykorzystaniem proszku ferromagnetycznego, sondy Halla lub tatmy
magnetycznej. [12]

3.3. System DiagBelt

Stworzony na Politechnice Wroc®awskiej system DiagBelt zawiera pij¢ modu2éw: wi-
zyjny, magnetyczny, prognozujjcy, rozci;¢ wzd@u»nych oraz bezpiecze«stwa [13]. Jego
g2ownym elementem jest modu? magnetyczny, wykorzystujjcy metod; magnetycznj do
wizualizacji potencjalnych miejsc uszkodze« rdzenia tatmy przenoxnikowej. Ze wzglidu
na fakt, »e system ten zawiera g2owic| pomiarow;j z wieloma cewkami rejestrujjcymi
zmiany pola magnetycznego, mo»liwe jest zarejestrowanie nawet niewielkich uszkodze,
wynikajicych z uszkodzenia pojedynczej linki. Sam system nie mierzy wartoxci pola
magnetycznego, a jego zmian], dzijki czemu uzyskany obraz jest skwantyzowany do
trzech wartozci: -1, 0 lub 1, co umo»liwia wizualizacj} otrzymanego sygna®u na dwuwy-
miarowym rysunku. [9, 12]

Czjtcij sk®adowj systemu DiagBelt jest réwnie» aplikacja, dzijki ktorej mo»liwe
jest odczytanie generowanych przez cewki wartoxci oraz wyznaczenie iloxci uszkodze,
pola uszkodzenia przypadajjcego na 1 metr bie»jcy tatmy czy +redniej powierzchni
uszkodzenia. G2wica pomiarowa systemu pozwala na badanie tatm przenozxnikowych,
ktorych szerokox¢ sijga nawet do 3 metréw. G2owica sk®ada sij z siedmiu modu2ow,
z ktérych ka»dy zawiera 16 cewek (system 2jcznie posiada 112 cewek pomiarowych).
Wyglijd pojedynczego modu?u prezentuje rysunek 3.4.
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